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Содержание предыдущей лекции

Формула Байеса: P(A|B) =
P(B|A)P(A)

P(B)
;

Формула полной вероятности: P(B) = P(B|A)P(A) + P(B|A)P(A);
Определение априорных вероятностей и selection bias;
Тестирование гипотез

Ошибка первого рода и мощность критерия;
Критическая область и как ее определить;

Проблема множественного тестирования гипотез
Проблема ложных открытий при независимом одновременном
тестировании множества гипотез;
FWER и FDR как обобщения вероятности ошибки первого рода;
Поправка Бонферрони как консервативное средство контроля FWER;
Поправка Бенджамини-Хохберга для контроля FDR для
положительно регрессионно зависимых гипотез;

Зависимость формы классификатора от функции полезности.
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Случайные величины и их характеристики

Случайная величина – измеримая функция, заданная на некотором
вероятностном пространстве.
Функция распределения: Fξ(x) = P(ξ < x), x ∈ Rn.

Функция плотности распределения: fξ(x) =
∂Fξ(x)

∂x
.
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10%-ная квантиль (для одномерной с.в.) – x : F (x) = 0.1.
Важные характеристики: мат. ожидание, дисперсия, стандартное
отклонение, медиана, мода, коэффициент асимметрии (skewness),
коэффициент эксцесса (kurtosis).
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Тестирование гипотез

Статистика – измеримая функция выборки (тоже случайная величина).
Пусть требуется проверить утверждение: «чем больше сахара добавлено
в продукт, тем больше его душевое потребление».
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Пусть даны НОР пары
zi = (xi, yi), i = 1, n,
показывающие для ветчины,
сколько сахара добавлено, и сколько
её продано на одного человека.
Гипотеза H0: монотонной
зависимости нет.

Требуется: построить статистику T (Z) и на уровне значимости α = 0.05
проверить гипотезу.
Идеальная положительная монотонная зависимость:
xi1 > xi2 =⇒ yi1 > yi2 .
Идея: введем ξi = Fx(xi), ηi = Fy(yi), ξi, ηi ∼ U [0, 1]. Скажем, что
монотонной зависимости нет, если Fξη(a, b) = Fξ(a)Fη(b).
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Тестирование гипотез: продолжение

T (Z) =
2

n(n− 1)

∑
i<j

sign(xi − xj)sign(yi − yj).

ET (Z)|H0 = 0, DT (Z)|H0 =
2(2n+ 5)

9n(n− 1)
.
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Гипотеза H0: монотонной зависимости нет.
Контроль вероятности ошибки первого рода:
P(H0 отвергнута|H0) ≤ α.
Мощность критерия: P(H0 отвергнута|H0)→ max.
Критическая область: |T (Z)| > tα.
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Множественное тестирование гипотез

H0 = ∪i∈MH i
0, M = {1, . . . , m}, M0 = {i : H i

0 − верна},
R = {i : H i

0 − отвергнута}.
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Поправки для учета эффекта множественных проверок

Поправка Бонферрони. Заменим достигаемые уровни значимости
p1, . . . , pm на поправленные (adjusted) уровни значимости p̃1, . . . , p̃m,
где p̃i = min(1, mpi).
Теорема. Поправка Бонферрони обеспечивает FWER ≤ m0α

m
≤ α.

Доказательство. FWER = P(V ≥ 1) = P
(
∪m0
j=1{pij ≤ α/m}

)
≤

m0∑
j=1

P(pij ≤ α/m) ≤ m0α

m
≤ α.

Поправка Бенджамини-Хохберга.
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Пусть p(1) ≤ p(2) ≤ . . . ≤ p(m), тогда при
положительной регрессионной
зависимости для p(p1, . . . , pm) при
p̃(m) = min(1, p(m)),
p̃(m−i) = min(1, m

m−ip(m−i), p̃(m−i+1))
обеспечивается FDR ≤ m0

m α.
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Наивный байесовский классификатор

Пусть имеется K классов C = {C1, . . . , CK} и x ∈ Rn.
Требуется построить классификатор f(·) : Rn → C.

p(Ck|x) =
p(Ck)p(x|Ck)

p(x)
∝ p(Ck)p(x|Ck).

p(Ck)p(x|Ck) = p(Ck)p(x1|Ck)p(x2|x1, Ck) · . . . · p(xn|x1, . . . , xn−1, Ck).

«Наивность»: p(xi|x1, . . . , xi−1, Ck) = p(xi|Ck).
p(Ck|x) =

p(Ck)
∏n
i=1 p(xi|Ck)
p(x)

.

Классификатор: f(x) = arg max
k

(
p(Ck)

n∏
i=1

p(xi|Ck)
)
.

Вопросы:

Как определить p(Ck) и p(xi|Ck)?
Насколько плоха «наивность», и зачем она вводится?
Почему классификатор такого вида?
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Наивный байесовский классификатор: продолжение

Вопрос: как определить p(Ck) и p(xi|Ck)?
1 Определяем p(Ck) частотно по выборке, а для p(xi|Ck) строим

параметрическую модель и используем ML-оценки ее параметров по
выборке;

2 Аналогично п.1, но используем непараметрическое оценивание
плотностей;

3 Вводим априорное распределение на вектор вероятностей
[p(C1), . . . , p(CK)]

T
, параметрическую модель на p(xi|Ck) с

неизвестыми параметрами, и априорное распределение на
параметры моделей.

Вопрос: насколько плоха «наивность», и зачем она вводится?
Пример: K = 2,

p(x|C1) = N

(
0,

(
1 0
0 1

))
, p(x|C2) = N

(
0,

(
1 1
1 1

))
.
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Наивный байесовский классификатор: продолжение

Пример. Классификация пользователей по интересующему атрибуту
(например, полу, возрасту, достатку, интересу к некоторому товару) по
истории x переходов между веб-страницами.
Предположение: переходы между страницами для каждого класса Ck
описываются марковской цепью с некоторыми вероятностями перехода
(разными для разных классов) между состояниями (веб-страницами).
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p(Ck|x) =
p(Ck)p(x|Ck)

p(x)
∝

p(Ck)p(x|Ck).

p(Ck)p(x|Ck) = p(Ck)p(x1|Ck)p(x2|x1, Ck) · . . . · p(xn|x1, . . . , xn−1, Ck) =
p(Ck)p(x1|Ck)p(x2|x1, Ck) · . . . · p(xn|xn−1, Ck).

Вопрос: как оценить p(x1|Ck), p(Ck) и p(xi|xi−1, Ck) ?
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Наивный байесовский классификатор: продолжение

Классификатор:

f(x) = arg max
k

p(Ck|x) = arg max
k

(
p(Ck)

n∏
i=1

p(xi|Ck)
)
.

Вопрос. Пусть p(Ck|x) известна точно. Какой классификатор
оптимален?

Пусть K = 2 и P =

(
p11 p12

p21 p22

)
есть матрица штрафа.

Пример 1. p11 = p22 = 0, p12 = 0, p21 = 1;
Пример 2. p11 = p22 = 0, p12 = 1, p21 = 1;
Пример 3. p11 = p22 = 0, p12 = 1, p21 = 10;
Пример 4. p11 = −1, p22 = −100, p12 = 1, p21 = 1.
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Экспоненциальное семейство распределений
Распределение p(x) в экспоненциальном семействе, если плотность
вероятности (функция вероятности) представима в виде

p(x|Θ) =
1

Z(Θ)
h(x) exp(Θ

T
u(x)).

Распределение Плотность u(x) Θ Z(Θ)

Be(p) p
x

(1− p)1−x x log
p

1− p
1

1− p

Poison(λ)
λx

x!
e
−λ

x log λ e
λ

Γ(α, β)
βαxα−1e−βx

Γ(α)
[log x, x] [α, −β]

Γ(α)

βα

B(α, β)
Γ(α + β)

Γ(α)Γ(β)
x
α−1

(1− x)
β−1

[log x, log(1− x)] [α, β]
Γ(α)Γ(β)

Γ(α + β)

Dir(α)
Γ(

∑
αi)∏
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∏
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p
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i [log pi] α

∏
j Γ(αj)

Γ(
∑
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√
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T
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√
det Σ

Пример: p(x) =
1√
2πσ

e−
1

2σ2 (x−m)2

=
1

√
2πσe

m2

2σ2︸ ︷︷ ︸
Z(Θ)

e

u1(x)︷︸︸︷
x ·

θ1︷︸︸︷
m
σ2 +

u2(x)︷︸︸︷
x2

θ2︷︸︸︷
−1
2σ2 ,

Z(Θ) =
√
−π/θ2e

−
θ2
1

4θ2 .
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Экспоненциальное семейство распределений.
Достаточные статистики.

Статистика T (x) называется достаточной относительно параметра
Θ, если p(x|T (x) = t, Θ) = p(x|T (x) = t).

Пример: p(x|Θ) =
1

Zn(Θ)
exp(θ1

n∑
i=1

xi + θ2

n∑
i=1

x2
i ).

Теорема Фишера-Неймана о факторизации. T (x) достаточна
относительно параметра Θ⇐⇒ p(x|Θ) = h(x)g(Θ, T (x)).
Экспоненциальное семейство: p(x|Θ) = 1

Z(Θ)h(x) exp(Θ
T
u(x)).

Свойство: Eu(x) = ∇ logZ(Θ), Eůů
T

= ∇∇ logZ(Θ).

Пример (нормальное распределение): Z(Θ) =
√
−π/θ2e

−
θ2
1

4θ2 .
Eu1(x) = Ex = − θ1

2θ2
= m, Ex2 =

θ2
1

4θ2
2
− 1

2θ2
= m2 + σ2;

Eů2
1 = Dx2 = 1

2θ2
2
− θ2

1

2θ3
2

= 2σ4 + 4m2σ2.

Пример (гамма-распределение): p(x) = βα

Γ(α)x
α−1e−βx.

logZ(Θ) = log Γ(α)
βα = log Γ(θ1)− θ1 log(−θ2);

E log x = Γ
′
(θ1)

Γ(θ1) − log(−θ2) = ψ(α)− log β; Ex = − θ1
θ2

= α
β . 13 / 15



Пояснения

Положительная регрессионная зависимость.
Пусть p = [p1, . . . , pm]

T
вектор достигаемых уровней значимости в

задаче множественной проверки гипотез, а D ⊆ Rm – возрастающее
множество (x ∈ D, y ≥ x =⇒ y ∈ D), тогда если
P(p ∈ D|pi1 = x1, . . . , pij = xj) не убывает по (x1, . . . , xj) для любого
набора (i1, . . . , ij), то имеет место положительная регрессионная
зависимость для совместного распределения F (p1, . . . , pm).

Положительная регрессионная зависимость по каждому элементу
из подмножества M0.
Пусть p = [p1, . . . , pm]

T
вектор достигаемых уровней значимости в

задаче множественной проверки гипотез, а D ⊆ Rm – возрастающее
множество (x ∈ D, y ≥ x =⇒ y ∈ D), тогда если
P(p ∈ D|pi = xi), i ∈M0 не убывает по xi, то имеет место
положительная регрессионная зависимость по каждому и подмножества
M0 для совместного распределения F (p1, . . . , pm).
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